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摘要 

資料串流是一個高速率到達的資料流，探

勘結果需要即時性更新，而多重資料串流為多

個串流同時到達，因此同時處理之資料量必定

更龐大。序列樣式探勘為在資料序列中探勘具

有時間順序的頻繁序列樣式。近年來，由於資

料量的快速成長，即時性知識需求提高，因此

探勘多重資料串流環境已成為重要研究議題

之一。先前的研究中，只能處理單一時間單一

資料並不足以因應多重資料串流環境的變

化，所探勘出來的序列樣式可能會存在於不同

的串流中但被視為同一個串流之序列樣式。因

此，本論文提出 IAspam 演算法，除了能夠處

理單一時間多個資料，並且能夠探勘出跨串流

序列樣式。它將串流資料轉換成位元映射方式

進行探勘，以減少執行時間與記憶體使用量。 

 

關鍵詞：資料串流、序列樣式、資料探勘、跨

串流 

 

1. 前言   

 

    在資訊發達的時代，知識儼然成為一個不

可或缺的條件。在商業上，知識的獲取使企業

不管在客戶關係管理或供應鏈管理上都成為

關鍵成功因素；在服務業上，知識的獲取讓提

供服務的商家可以針對顧客的個人習性或喜

好，使顧客得到最貼切的服務。因此，如何從

資料中挖掘出有價值的知識是非常重要的，而 

資料探勘(Data Mining)的目的就在於協助人們

從大量資料中挖掘出有意義的樣式或知識。 

    序列樣式(Sequential Patterns)探勘的概念

是由 Agrawal and Srikant [1]在 1995 年所提

出，主要的目的是找出隨著時間或是特定順序

而經常發生的序列樣式。例如:在網頁存取

上，主要是探勘網頁的使用者瀏覽樣式來預測

使用者下一個可能存取的網頁，以便進行預先

擷取，加快網頁讀取速度；在醫學方面，運用

序列樣式探勘，尋找慢性疾病患者未來可能發

生的慢性疾病及其他重大併發症，以預防病人

因這些疾病再次住院；手機業者可從客戶流失

的前一個月發現，該手機用戶出現較特殊的行

為，以預測該客戶是否想轉換到別家電信公

司，進而針對這類客戶提供補救方案以留住客

戶。 

    在生活中的各種行為都有可能產生串流

資料(Stream Data)，例如: 網路流量、股市交

易、網頁瀏覽行為等。而這些資料串流具有以

下特性[4, 18]:（1）輸入資料量的大小是沒有

限度的（2）記憶體的大小有限（3）輸入資料

只被處理一次（4）資料是快速流入的（5）系

統無法控制資料量的流入。由於資料串流環境

與傳統資料庫特性不同，資料庫探勘演算法無

法適用於資料串流環境中，因此，近幾年有許

多演算法[10, 14, 15, 21, 23, 28]被提出用來探

勘隱藏在資料串流中不同類型的資訊，資料無

需儲存於資料庫即可對資料做探勘。如此便可

大量降低資料庫空間的使用率與成本，但由於

資料串流特性的限制下，探勘過程必定會遇到

一些難題，而這些難題正是本研究所要克服

的。資料串流可區分為單一資料串流與多重資

料串流(Multiple data streams)。在多重資料串流
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環境中探勘序列樣式是一個重要的研究議題    因此本章將針對研究的相關文獻進行探討。首   

，同時探勘多個串流資料的情況必定比單一串

流資料更加困難，探勘效率也是必須注重的環

節。 

然而在多重資料串流環境中，隨著現實資

料串流環境的變化，資料量將變得龐大並且資

料複雜度將會越來越高，但是現有的演算法只

能處理單一時間單一資料並不足以因應多重

資料串流環境的變化，另一方面，現有的演算

法所探勘出來的序列樣式可能會存在於不同

的串流中但被視為同一個串流之序列樣式。針

對上述問題，本論文提出IAspam (Incremental 

Across-streams Sequential Patterns Mining)演算

法，以因應更複雜的多重資料串流環境。它能

夠處理單一時間多個資料，並且能夠探勘出跨

串流(Across streams)序列樣式。 

所 謂 跨 串 流 頻 繁 序 列 樣 式 (Frequent 

Sequential Patterns)意指在一個串流中的頻繁

項目集和另一個串流中的頻繁項目集為序列

關係，而這個頻繁序列樣式分別跨越於兩個不

同串流，此頻繁序列樣式即稱為一個跨串流序

列樣式(Across-streams Sequential Patterns)，其

主要目的為探勘頻繁序列樣式在串流與串流

之間的串流關聯性。 

在多重資料串流環境的序列樣式探勘過

程中，計算支持度和找到頻繁序列樣式的效率

上都必須要顧慮。因此為了提升探勘效率，本

論文使用位元映射表示法（Bitmap Repre-

sentation），將每一個項目（Item）轉換成位元

方式，增升計算支持度(Support)的效率以及快

速找出頻繁序列樣式，以減少執行時間和記憶

體使用量。 

 

2. 文獻探討  

 

本研究主要是探討在多資料串流環境

中，使用位元表示法探勘跨串流的序列樣式，

先針對序列樣式探勘方法進行探討與分析，再

探討位元映射表示法以及資料串流環境探勘

的技術發展。 

 

2.1 序列樣式探勘 

 

在探勘序列樣式的方法中，Apriori 演算法

是最初被設計用來找出關連規則，而 Agrawal 

and Srikant [1]所提出的 AprioriAll 演算法是由

Apriori 演算法所改良，其為探勘序列樣式的第

一個演算法，方法大致與 Apriori 相同，但因為

在探勘序列樣式上其效率不佳，因此該作者在

後續研究提出了比 AprioriAll 演算法效率較佳

的 GSP (Generalized Sequential Patterns)演算法

[33]，其基本精神是使用前一階段所探勘的大

型序列來產生下一個階段的大型序列，並在產

生候選序列(Candidate Sequences)的步驟上改

善了處理的速度。 Zaki [37] 提出 SPADE 

(Sequential Pattern Discovery using Equivalence 

classes)演算法，此演算法使用簡單的序列結合

(Sequence Join)操作去找出序列樣式，以垂直資

料庫(Vertical Database)資料排序模式取代了

前 面 所 描 述 方 法 [1, 33] 的 平 行 資 料 庫

(Horizontal Database)，其探勘效能上更優於

GSP；Han and Pei [17]便針對為了減少候選序

列的產生數量，提出了 FreeSpan 演算法，使用

投影序列資料庫(Projected Sequence Database)

限制搜尋和子序列的成長；雖然 Apriori 可以大

大減少項目組合的數量，但其依然會遇到一個

問題就是當遇到一個大型序列資料庫或是當

序列樣式較多或較長時，其效率亦不彰。因此

Pei et al. [30]提出 PrefixSpan (Prefix-projected 

Sequential Pattern Mining)演算法，其主要是在

序列樣式探勘中探勘出前序投射 (Prefix 

Projection)，序列資料庫被遞迴地投射成較小的

投射資料庫(Projected Databases)集合，並且在

各個投射資料庫中，序列樣式的增長都只探索



 

局部的頻繁片段。PrefixSpan 可探勘出完整的

樣式並且可大大減少候選序列的產生，前序投

射亦減少投射資料庫的大小，這使得探勘變的

更有效率。 

在交易資料庫中探勘序列樣式的過程

中，顧客的交易資料會隨著時間不斷的產生，

為了保留已探勘的頻繁序列樣式，在新的交易

資料進入時能夠將新的頻繁序列樣式與舊的

直接做結合(Join)或是新增(Append)。漸進式探

勘(Incremental Mining)的方式可保留舊的探勘

資料並加入新的探勘資料，Lin and Lee [27]提

出了 FASTUP (Fast Sequential Pattern Update 

Algorithm)演算法，以漸進式探勘交易資料

庫，交易資料是以顧客編號為主鍵，隨著新交

易資料的產生，其會依據顧客編號將新資料新

增至交易資料庫中，此演算法主要是在交易資

料庫中找出頻繁序列樣式，一開始會先找出頻

繁的 1-序列(1-Sequences)，再產生候選鍵，以

支持度作篩選找出頻繁序列樣式；Chen et al. 

[12] 提 出 IncSPAN (Incremental Mining of 

Sequential Patterns)演算法，以漸進式探勘序列

樣式，在探勘過程中能夠減少搜尋空間，將新

資料加入到資料庫中，隨著資料庫不斷更新，

探勘序列樣式也能不斷更新，由於新進資料的

樣式可能與資料庫中的樣式符合又或是其子

序列(Subsequences)，依此對於新進資料尋找

序列樣式的過程便能減少搜尋時間。  

    探勘頻繁序列樣式中，為了減少記憶體的

使用率，避免產生大量的候選序列，便會找出

最大序列樣式或是封閉式序列樣式，並且刪除

多餘的頻繁樣式，Yan et al. [36]提出了

CloSPAN (Mining Closed Sequential Patterns)演

算法，其引用 PrefixSPAN 的概念來探勘封閉

式的序列樣式，並且提出搜尋空間刪減(Search 

Space Pruning)的方法以減少多餘重覆的序列

樣式，使用雜湊表(Hash Table)來儲存樹節點索

引以增快其搜尋樹的速度。封閉式探勘序列樣

式的觀念提出之後，陸續有研究針對封閉式做

更有效率的探勘，Wang and Han [34]提出 BIDE 

(BI-Directional Extension)演算法，其亦是封閉

式序列樣式探勘演算法，但其在探勘過程中，

針對序列樣式的刪減提出了不同的作法，而

BIDE 演算法最主要是能夠在探勘封閉式序列

樣式時不會保留住非封閉式序列，其序列延伸

方法可分為前向延伸 (Forward Directional 

Extension)和後向延伸 (Backward Directional 

Extension)，前向延伸是用來生長 prefix 樣式並

且檢查 prefix 樣式的結束點(Closure)，後向延

伸是同時用來檢查 prefix 樣式的結束點和刪減

搜尋空間，在搜尋空間上提出了 BackScan 搜

尋空間刪減方法，有效節省搜尋空間，不保留

候選序列雖然可以大大節省記憶體空間，但是

在探勘時間的效率來說，卻不一定優於

CloSPAN。 

在 BIDE 演算法的提出後，Chang et al. [6]

提出 IMCS (Incremental Mining of Closed 

Sequential Patterns)演算法，除了引用 BIDE 的

節省搜尋空間的概念之外，也加入了漸進式的

概念，以漸進式探勘封閉式序列樣式，探勘過

程中其是由他們所設計的封閉式序列樹

(Closed Sequence Tree)來保留封閉式序列樣

式，以不同類別的節點儲存不同狀態的序列樣

式，在探勘時間上優於上述之演算法，而在記

憶體的使用量卻較大。BIDE 與 IMCS 分別在

時間與空間上做些取捨，但欲同時兼顧時間與

空間的效率是一件困難的事。搜尋空間的刪減

策略上，Xu et al. [35]提出 SPAMSEPIEP演算法，

其中包含兩個新的刪減策略 SEP (Sequence 

Extension Pruning) 和 IEP (Item Extension 

Pruning)，分別使用 S-list 和 I-list 已儲存 SEP

和 IEP 所產生的延伸候選集合，而 SPAMSEPIEP

演算法即是使用這兩個刪減策略將 SPAM演算

法改善的更有效率。 

 

2.2 使用位元表示法探勘序列樣式 

 



 

前述之演算法的演進雖然在效率上提升

不少，不過面對龐大資料量或是大量候選序列

的處理仍需不斷改善其探勘效率，在探勘過程

的資料處理上，將每個項目(Item)轉換成以位

元(Bit)方式表示，可以增快其在探勘大量項目

集合和計算支持度的效率，Ayres et al. [3]提出

了 SPAM (Sequential Pattern Mining)演算法，其

產生候選項目集所需兩個步驟：項目延伸步驟

(Itemset-extension Step, I-step)和序列延伸步驟

(Sequence-extension Step, S-step)，這兩個步驟

使每個項目集合使用位元映射表示法，將交易

資料庫中的項目集合轉換成 1 和 0，並直接以

邏輯運算 AND 的方式快速執行 I-step 和

S-step，依此方法可增進候選項目集產生的效

率。 

將位元映射的概念應用在探勘序列樣式

的方法提出後，陸續有學者引用此方法提出了

不同的演算法，Zhenglu and Masaru [38]提出

LAPIN-SPAM (LAst Position INduction 

Sequential PAttern Mining)演算法，其可以從一

個大型資料庫取得所有的頻繁序列樣式，與前

述之演算法不同之處在於 PrefixSpan 演算法

[30]是用 S-Matrix 來掃描投射資料庫(Projected 

Database)、SPADE 使用結合來計算支持度、

SPAM 使用 ANDing 來產生候選項目，

LAPIN-SPAM 則是以最後位置(Last Position)

的位元是否小於目前 prefix 位置來判斷項目使

否會出現在目前的 prefix 中，依此方法可以在

探勘過程中減少搜尋空間；Aseervatham et al.[2]

提出 bitSPADE 演算法，此演算法結合位元映

射以及 SPADE 演算法的概念，將垂直資料庫

的資料轉換成位元表示，其探勘時間以及記憶

體的使用率亦優於SAPDE演算法；Ho et al. [18]

所提出的 IncSPAM 演算法，其與 IncSPAN 的

相同點在於皆是使用漸進式概念，不同點在於

IncSPAM 是以位元映射表示法做探勘，其是將

SPAM 演算法加入漸進式的概念，以交易資料

為主鍵並將資料轉換成位元矩陣，在探勘過程

中，可以迅速的計算其支持度並且以位元的映

射方式快速找到序列樣式，探勘序列樣式趨向

以漸進式的方式探勘，IncSPAM 依此特性並結

合位元映射的特性，使其在探勘效能上能優於

IncSPAN。由上述可知，以位元映射表示法探

勘序列樣式可以增快其探勘效率。 

 

2.3 資料串流環境探勘序列樣式 

 

前一節所提到的序列樣式探勘其資料來

源皆是從一個大型資料庫中探勘資料，當大型

資料庫的探勘技術仍在發展的階段時，Oates 

and Cohen [29]對多資料串流架構提出了

MSDD (Multi-Stream Dependency Detection)演

算法，搜尋多串流資料的資料結構，Golab and 

Ozsu [16]提出了資料串流的特性與資料串流

的管理，因此便有研究趨向於在資料串流環境

中探勘序列樣式，資料串流的探勘技術尚未成

熟，這方面的研究也陸續有更完善的演算法被

提出，例如:在資料串流環境探勘頻繁項目

集、探勘頻繁序列樣式、最大序列樣式或是封

閉式序列樣式等等，適用在資料庫探勘的演算

法也被改良成適用於資料串流環境的演算

法，而單資料串流環境與多資料串流環境之探

勘技術皆有演算法被提出，其中多資料串流環

境探勘仍少有學者研究。 

Chang and Lee [7]提出在資料串流環境中

探 勘 頻 繁 項 目 集 的 遞 減 機 制 (Decay 

Mechanism)，依資料串流環境的特性，舊的探

勘資料長久未在資料串流中出現，因此必須遞

減其支持度以確保探勘資料的正確性。一般的

刪減策略會在滑動視窗往後移時會刪減掉最

早的交易資料，Chang and Lee [9]所提出的

estDec 演算法是藉著遞減舊交易資料的權重，

在線上資料串流中找到最近的頻繁項目集，在

探勘資料串流中的交易資料過程中，資料的權

重是會逐漸的隨著時間而減少，亦也利用此刪

減策略來提出能夠提高記憶體使用效率與時



 

間效能。Chen et al. [11]提出 MILE 演算法，

其是建立在 PrefixSPAN 演算法上，以 Prefix

的概念在多資料串流環境中探勘序列樣式，主

要是避免重複資料的搜尋以及快速探勘新的

序列樣式，由於資料串流的特性限制，探勘過

程中的記憶體使用率是一個需要克服的難

題，而 MILE 達到了記憶體使用和時間效率的

平衡。在前一節所提及的 IncSPAM 演算法[18]

亦是在資料串流環境中使用滑動視窗來擷取

串流資料，再轉換成以顧客位元向量列陣

(Customer Bit-vector Array with Sliding Window, 

CBSW)探勘頻繁序列樣式。因為是在資料串流

漸進式探勘，而久未被更新的頻繁序列樣式需

要加入權重值(Weight Value)的概念以遞減支

持度，此概念引用於[7]所提出的遞減機制，以

方程式(1)來遞減項目集合支持度，其中 d 為遞

減率 (Decay Rate)，b 為 Decay-base，h 為

Decay-base-life。在資料串流環境探勘最大序列

樣式(Maximal Sequential Patterns)中 Raissi et al. 

[31]提出了 SPEED (Sequential Patterns Efficient 

Extraction in Data Streams)演算法，以快速的刪

減策略(Deleting Strategy)在新的資料架構保留

頻繁序列樣式並找出最大化頻繁序列樣式；Li 

and Chen [25]所提出新的刪減策略，可以減少

其運算成本，在框架移動時，利用項目集合辨

識度去辨識出新的項目集合與舊的項目集合

使否大於使用者所設的最低門檻值，進而執行

刪減策略。  

 

d=b  (b＞1,h≧1,b ≦d＜1)         (1) )/1( h 1

 

探勘頻繁序列樣式的過程中必定會先找

到頻繁項目集，因為序列樣式是由項目集所延

伸出來的，因此這兩者是息息相關的。而在探

勘頻繁項目集的研究上，亦可分為最大頻繁項

目集(Maximal Frequent Itemsets) [5, 22]和封閉

式頻繁項目集(Closed Frequent Itemsets)，Li et 

al. [26] 則 是 提 出 一 個 新 的 一 次 性 通 過

(Single-pass)演算法，稱為 DSM-FI (Data 

Stream Mining for Frequent Itemsets)演算法，其

是在資料串流中探勘頻繁項目集，使用

CFI-tree (Candidate Frequent Itemset Trees of 

Item-suffixes)以 suffix 的方式找出頻繁項目集; 

Chang and Lee [8]則是著重在使用滑動視窗方

法依照交易先後順序擷取串流資料，找出頻繁

項目集；Chi et al. [13]提出 MOMENT 演算法，

亦是使用滑動視窗擷取串流資料，再以所設計

的 CET(Closed Enumeration Tree)儲存頻繁項目

集，並找出封閉式序列樣式，由於其在 CET 中

留住太多的頻繁項目集，造成記憶體的浪費，

因此 Ho et al. [19]提出改良的 NewMOMENT

演算法，只有在 NewCET 保留住封閉式頻繁項

目集，因此改善了記憶體的使用率。Ren and Li  

[32]所提出的 FRFI 演算法也是利用滑動視窗

探勘最近的頻繁項目，此演算法使用頻繁項目

表(FIT)儲存頻繁項目，再將此頻繁項目加入至

頻繁項目雜湊表(FIH)中，其以樹狀結構表示，

並在此雜湊表中做刪減和更新，以保留住頻繁

項目。此外亦有利用圖形來探勘序列樣式，Li 

and Chen [24]所提出的GraSeq演算法亦是利用

方向性加權圖形(Directed Weighted Graph)架

構來探勘序列樣式，以方向性表示序列的先後

順序，其亦以遞減率來刪除長時間未被更新的

序列樣式。Ezeife and Monwar [20]所提出的

SSM 演算法則是使用 D-list、PLWAP tree 和

FSP-tree 三種類型資料結構來處理在資料串流

中探勘序列樣式的複雜性，D-list 為儲存項目

的頻繁次數、建置 PLWAP tree 去批次探勘序

列樣式並漸進式儲存至 FSP-tree 中並維護頻繁

序列樣式。 

 

3. 研究方法  

在多重資料串流環境中，隨著現實資料串

流環境的變化，其資料量將變得龐大並且資料

複雜度將會越來越高，但是現有的演算法只能



 

處理單一時間單一資料並不足以因應多重資

料串流環境的變化，然而基於商業因素考量，

業者可能需要找到每個地點所產生串流之間

的關聯性來對使用者提供更適當的服務。因

此，本研究提出ASPAMDAS (Across-streams 

Sequential Pattern Mining in Multiple Data 

Streams)方法來解決這幾個問題。ASPAMDAS

主要分為資料取樣與漸進式探勘兩個階段。首

先，在資料取樣階段中，利用交易導向移動框

架(Transaction-sensitive Sliding Window)模式對

串流資料取樣，取樣資料以顧客交易資料為切

割依據。然後，在漸進式探勘階段中，將移動

框架中的顧客交易資料轉換為位元映射來尋

找跨串流序列樣式，以提升探勘效率。接著再

針對新舊跨串流序列樣式進行更新或刪除以

產生精確的跨串流序列樣式探勘結果。圖 1 為

ASPAMDAS的整體流程。 

 

3.1 多重資料串流環境 

 

ASPAMDAS 所採用的多重資料串流環境

描述如下： 

 每一個資料串流在一個時間點會產生一

筆顧客交易資料。 

 資料串流中的顧客交易資料包括顧客序

號與交易資料。 

 顧客交易資料的先後順序以資料進入時

間點區分。 

 每個時間點的各串流資料會被同步處理。 

 由於串流數目的增多，資料量會比單一資

料串流更為龐大。 

 一個串流集合表示為 S＝{s1, s2, ..., sj, ..., 

sm} ，這裡 m 表示串流的數量， js  

( mj 1 )代表一個資料串流。 

 

3.2 資料取樣 

 

 

在資料串流環境中，由於即時性知識需求

提高和資料串流特性的限制，相對地，越新的

資料便顯得越重要，因此我們使用移動框架來

擷取最新幾筆串流資料。移動框架只會留住最

近 N 筆交易資料，N 即是框架的大小，如圖 2

所示，資料取樣是採用交易導向的移動框架模

式，意即在每次處理完框架內的交易資料後，

框架會往後移動一筆交易資料的方式進行取

樣。 

 

圖 1 ASPAMDAS 的整體流程 圖 2 資料串流環境之移動框架位移 

 



 

了解多資料串流環境特性之後，我們必須

針對其探勘方法做初始假設與定義: 

在多重資料串流環境中，串流與串流之間

的資料可能存在序列關係，因此會有序列樣式

之項目來自於不同串流資料的跨串流序列樣

式。本研究提出的 IAspam 演算法目的是在多

重資料串流環境中探勘跨串流序列樣式。如圖

3 所示，同一時間點會產生三個串流資料，每

個串流資料會有一個顧客的交易資料，串流 S

亦 可 視 為 顧 客 交 易 的 地 點 或 位 置 ， Wi 

( )代表移動框架的第 i 個框架。圖 3 顯

示框架大小 N=3，在處理完 W1 的交易資料

後，會處理 W2 框架內的交易資料，並依此移

動框架的方式，將可以漸進的方式探勘串流資

料。 

ni 1

 

3.3 漸進式探勘 

 

漸進式探勘(Incremental Mining)在串流資

料不停的流進流出的情況下，所探堪出的頻繁

序列樣式會隨著新串流資料的產生而不斷的

更新頻繁序列樣式，更新狀態如以下情況： 

 新資料帶來新項目且為頻繁序列樣式 

 頻繁序列樣式更新之後依然是頻繁序

列樣式 

 頻繁序列樣式有可能變成非頻繁序列

樣式 

 假設 I = {i1, i2, . . . , ik}是一個所有項目的

集合，I 的子集合(Subset)便稱為一個項目

集合(Itemsets)。 

 序列(Sequences)，s = <t1, t2, . . . , tm> (ti ⊆ 

I) 是一個有順序性的序列，假設 α = <a1, 

a2, . . . , am>是另一個序列 β = <b1, b2, . . . , 

bn>的子序列(Sub-sequence)，則可稱為 α 

 β，如果 α ≠ β則為 α β。 

 顧客序列表(Customer Sequence)，CS = {s1, 

s2, . . . , sn},為一個暫時儲存序列的資料

庫，將每一個顧客的所有交易根據交易時

間排序所得到的的結果。α的支持度就是

在 CS 中包含α的序列個數，support(α) = 

{s|s ∈ CS，α⊆s}。 

 最小支持度度門檻值(Minimum Support 

Threshold)簡稱為 min_sup，為使用者自行

定義的門檻值，用來辨別序列樣式是否頻

繁，例如:sup(a)≧min_sup，即表示項目 a

是頻繁項目。 

 頻 繁 序 列 樣 式 (Frequent Sequential 

Patterns)；如果一個序列樣式大於或等於

最小支持度門檻值，即為頻繁序列樣式，

反之，即為非頻繁(Infrequent)序列樣式。 

    

  

  

  

  

  

  

  

  

  

  

  

  

圖 3 多資料串流環境範例 



 

表 2  W2 之序列資料庫範例 3.3.1  位元映射表示法 

 

為了降低探勘的時間與空間耗費，IAspam

採用位元映射表示法，將移動框架擷取的多筆

交易資料轉換成以顧客編號(CID)為主鍵的顧

客序列表，如表 1 所示。顧客序列表是一個暫

存資料，主要目的為儲存移動框架所擷取的資

料以作為探勘序列樣式的資料來源，其資料量

的儲存大小，會依照移動框架所擷取的資料量

而定。表 1 為圖 3 的框架 W1 轉換而成之顧客

序列表。因為移動框架大小設為 3，因此在第

一次擷取資料後會將三個串流中的前三筆項

目集合暫時存入顧客序列表中，以<Si,α>表

示，其中 Si為串流資料編號，α為項目集，例

如：<S1,(a,c)>即表示(a,c)有出現在 S1 串流中。

在 CID2 的第一欄以及第三欄表示為空集合即

表示此顧客分別在這兩個時間點沒有交易動

作的發生。 

 

表 1  W1 之顧客序列表範例 

CID 顧客交易序列 

1 <S1, (a,c)>    <S3, (b,d)>   <S2, (c,d)> 

2 < >        <S2, (c,d)>    < > 

3 <S2, (b,c,d)>  <S1, (a,c,d)>  <S3, (b,c,d)>

4 <S3, (b,c)>   < >        <S1, (a,b,c)> 

CID 顧客交易序列 

1 <S3, (b,d)>    <S2, (c,d)>   <S2, (a,c,d)>

2 <S2, (c,d)>    < >         < > 

3 <S1, (a,c,d)>  <S3, (b,c,d)>  <S1, (c,d)> 

4 < >        <S1, (a,b,c)>  <S3, (a,d)> 

 

我們將第一個框架 W1 所擷取的交易項目

集合轉換成位元映射(Bitmap)，即將有存在的

項目設為 1，沒有存在的項目設為 0，如圖 4

所示，a、b、c、d 代表項目，在 CID 1 中，項

目 a 欄位所示之(1,0,0)表示為在表 1 中 CID1 的

資料序列中只在第一個時間點存在 a 項目，轉

換成位元時以(1,0,0)表示。第一個 1 代表第一

個時間點存在項目 a 的交易資料，第二個 0 和

第三個 0 則代表第二、三個時間點沒有出現項

目 a 的交易資料。 

 

 
 

圖 4  W1 顧客位元映射矩陣範例 
在探勘完 W1 的資料之後，移動框架便會

往後移動一筆項目集合，此時 W2 框架中便可

擷取到一筆新的資料，如表 2 所示。在 CID 為

1 、 2 、 4 中 可 看 到分 別 有 新的 項 目 集

<S2,(a,c,d)>、<S1,(c,d)>、<S3,(a,d)>出現，這

三個項目集即為移動框架位移後(W2)所擷取

的新資料，而 CID3 未出現新的項目集資料，

即表示在第二個框架擷取資料時，這位顧客尚

未有新的交易出現在圖 3 範例中。 

 

為了要探勘跨串流序列樣式，首先在轉換

成位元矩陣時，必須紀錄串流編號。其目的在

於探勘跨串流序列樣式時，必須以串流為主，

分別計算各串流之序列支持度，以便能辨別出

每個項目分別是出現在哪一個串流中，找出頻

繁序列樣式屬於哪些串流所組成的。如圖 4 所

示，位於 CID1 下方的串流記錄<S1,S3,S2>為

W1 的交易資料中，第一個時間點出現在 S1、
 



 

第二個時間點出現在 S3、第三個時間點出現在

S2，即表示 a 項目的第一個位元是在 S1 出現；

第二個位元則是在 S3 中出現；第三個位元則

是在 S2 中出現。 

將顧客序列表轉換為位元表示之後，必須

計算其支持度來辨別序列樣式是否為頻繁。支

持度為某一個項目在顧客序列表中所佔的比

例，以 sup 表示之。由於本研究為探勘跨串流

序列樣式，因此計算支持度的方法和傳統方式

不同。在計算支持度時必須考量項目是否存在

於同一個串流中。例如：在 min_sup=2 的情況

下，圖 4 中 c 項目的支持度在 S1 中為 3、在

S2 中為 3、在 S3 中為 2，皆大於等於 min_sup，

因此 c 項目在三個串流中皆為頻繁項目。圖 5

為 1-目的索引集合，其分別在各個串流中記錄

了 1-項目(1-item) 的支持度。 

 

 

圖 5  1-項目支持度範例 

 

3.3.2  探勘跨串流序列樣式 

 

此章節可分為兩個步驟，第一步驟為利用

序列延伸以產生候選序列集，第二步驟為將候

選序列對映至位元映射矩陣以尋找頻繁跨串

流序列樣式和串流序列。 

序列延伸會根據圖 5 之 1-項目來產生候選

序列，可分為兩個步驟：(1)項目集延伸步驟

(I-step)；(2)序列延伸步驟(S-step)。這兩個步驟

的延伸順序為先執行 I-step 後再執行 S-step。 

I-step 為新增一個項目在同一個項目集裡面，

例如：<(a,b)>與<(c)>進行 I-step 之後會變成

<(a,b,c)> ， 其 可 表 示 為 <(a,b)> ◇I <(c)>= 

<(a,b,c)>；S-step 則是在一個項目集後新增一個

項目，例如：<(a,b)>與<(c)>進行 S-step 之後會

變成<(a,b)(c)>，其可表示為<(a,b)> ◇S <(c)>= 

<(a,b)(c)>。根據 Apriori 定理，非頻繁的子項

目集(Sub Itemsets)其超項目集(Super Itemsets)

必定為非頻繁，因此非頻繁項目集和非頻繁序

列樣式則無需進行 I-step 和 S-step，也就不會

產生多餘的候選序列。 

接下來便會將 I-step 與 S-step 所產生的候

選序列對映至位元映射矩陣。位元映射方法依

不同的延伸方法有不同的映射方法， I-step 所

產生的候選項目集為對映至位元映射矩陣中

同一顧客同一時間點的位元 1，並且該位元 1

必須出現在同一串流中；S-step 則是對映至位

元映射矩陣中同一顧客不同時間點的位元 1，

而該候選序列之同一時間點的子序列必須出

現在同一個串流中，其後再計算候選序列的支

持度。如圖 6 所示，將 I-step 與 S-step 所產生

的候選序列直接映射至位元映射矩陣並計算

支持度，映射方法如下所述： 

 I-step：在此步驟中僅需針對在同一串流中

的頻繁項目做延伸，如圖 5 所示，項目 a

在 S1 中的支持度為頻繁，因次便針對在

S1 中的項目 a 做項目延伸，以同位於 S1

串流中的<(a,c)>為例。對映至位元映射矩

陣，如圖 6 所示，欲計算<(a,c)>支持度可

從 a 與 c 的欄位中看到，CID 1、CID 3 和

CID 4 (圖 6 的粗體 1)都各在同一個時間

點出現位元 1，並且皆是出現在 S1 中，

因此可計算其支持度為 3;而在 S2 和 S3

中的項目 a，因其為非頻繁，執行 I-step

後必定不為頻繁項目集，因此在該移動框

架中並不需要去處理，以減少多餘候選序

列的產生。 

 S-step：此步驟可根據 I-step 產生的頻繁項

目集做序列延伸，亦可針對 1-項目做序列

延伸，例如：從上述 I-step 中可得到

<(a,c)>，而此例將針對<(a,c)>做 S-step。

<(a,c)(d)>為<(a,c)>所延伸之後選序列，支

持度可從圖 6 之 a、c、d 的欄位中看到，

因為序列樣式是有時間順序關係，所以

<(d)>必須在<(a,c)>之後的時間點出現。在



 

CID 1 中 S1 之<(a,c)>的第一個時間點和

S3 之<(d)>的第二個時間點以及在 CID 3

中 S1 之<(a,c)>的第二個時間點和 S3 之

<(d)>的第三個時間點(圖 6 底線 1)都同時

出現位元 1，因此便可計算<(a,c)(d)>的支

持度為 2，串流序列為<(S1,S3)>。 

3.3.3  建置序列辭彙樹與串流雜湊表 

 

建置序列辭彙樹的目的主要是為了保留

頻繁序列樣式，根節點為一個空集合，樹的第

一層為 1-項目集合，依序往下建立，在建置完

辭彙樹之後會針對移動框架的移動而動態的

新增、修改或刪除樹節點和更新支持度，讓樹

節點僅保留頻繁序列樣式。 

在這些葉節點中的項目集中存在著辭彙

順序(Lexicographical Order)，辭彙樹的建置是

以由上而下、由左而右的順序建置，而辭彙的

順序大小則是階層越大的節點其項目集越

大，越左邊的節點其項目集越大，根據辭彙順

序的特性，其序列辭彙順序會有以下情況[36]： 

 

 
圖 6  W1 顧客位元映射矩陣範例  如果 s’= s ◇ p 則 s＜s’，例如:<(ab)>＜

<(ab)(b)>。  

 如果 s = α ◇I p，s’= α ◇I p’並且 p＜p’ 則

s＜s’，例如:<(abc)>＜<(abd)>。 

執行完 I-step 與 S-step 之位元映射後，會

將找到的頻繁項目集和頻繁跨串流序列樣式

儲存至序列辭彙樹中，接著移動框架便會往後

移一筆交易。當 W2 擷取到串流資料後，圖 4

中的每個位元會往左移一個位元，如圖 7 所

示。W2 的新進資料為<S2,(a,c,d)>、<S1,(c,d)>、

<S3,(a,d)>，即為表 2 的第三個時間點項目集，

將所有位元左移一個時間點後，便會將新進項

目集轉換成位元並且新增至位元映射矩陣的

第三個時間點。 

 如果 s = α ◇S p，s’= α◇S p’並且 p＜p’ 則

s＜s’例如:<(ab)(c)>＜<(ab)(d)>。 

 如果 s = α ◇I p and s’=α ◇S p’,無論 p 與

p＇之間的順序如何，只要 s＜s’，例

如:<(abc)>＜<(ab)(a)>。 

依前述的辭彙樹架構規則，將建置一個辭

彙樹實例，如圖 8 所示，其為第一個移動框架

W1 所建置出的序列辭彙樹，每個節點都會紀

錄其串流序列和串流支持度，以辨識該序列樣

式是來自哪個序列，並且以支持度來更新或刪

除節點。隨著框架的移動，序列辭彙樹會不斷

的做變動，以保留住頻繁序列樣式，新的資料

進來之後，辭彙樹的節點會依據下一個框架的

探勘結果，新增新的節點或是更新現有節點的

支持度。在這個步驟中，有可能會發生一個頻

繁樣式存在於辭彙樹節點中，卻因為新資料的

進入不包含該序列樣式，因此導致長時間未被

更新，而該頻繁序列樣式便會有過期的問題存

在，因此必須加入權重(Weight)，以遞減其支

持度，將長久未被更新的頻繁序列樣式刪除， 

 

 

圖 7  W2 顧客位元映射矩陣範例 

 

 



 

  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

當 支 持 度 小 於 最 低 加 權 支 持 度 門 檻 值

(Minimum Weighted Support Threshold)便刪除

節點，以此方法來解決這個問題。權重方程式

如下： 

Weight=d ，0≦weight≦1      (2)     p               

減的支持度，遞減率設定為 0.9 的情況下，其

由支持度由 2 遞減為 1.8。由於遞減後小於最

小支持度，因此該節點將會被刪除，樹枝以虛

線表示。方框標示部分為更新後之支持度，表

示該節點在 W2 亦為頻繁，因此會更新其支持

度。<(b,d)>節點為 W2 中的新頻繁項目集，因

此會將其新增至序列辭彙樹中。依此方式維護

序列辭彙樹，將可保留頻繁序列樣式。 

          p=w-u                (3) 

 

在權重方程式(2)中，遞減率 d (Decay-rate)

為使用者所定義，依 d 的大小來控制序列樣式

遞減的速度。如方程式(3)所示，p 是序列樣式

的遞減週期(Decay-period)，w 為框架移動的次

數，u 為辭彙樹中樹節點被更新的次數，初始

值為 1，遞減週期的計算方式則是利用框架移

動次數減去樹節點被更新的次數，由此方程式

可看出越久未被更新的樹節點其 p 值會越大，

也就表示權重會越低。如 (4)之加權支持度

(Weighted Support, w_sup)方程式所示，當權重

值乘上支持度小於使用所定義之加權支持度

的最低門檻，該節點便會被刪除。 

 

           w_sup=weight*sup           (4) 

 

依漸進式概念，框架位移後的第二個框架

W2 如圖 9 所示。圓圈標示部分為經過權重遞 

 

 圖 8  W1 之頻繁序列辭彙樹範例 

串流雜湊表(Stream Hash Table)主要是以

串流為主鍵的雜湊表，每個主鍵會有各自的鏈

結串列(Linked List)，其各個主鍵會有數個節點

(Nodes)被鏈結串列所串連，而每個雜湊表的節

點都會與辭彙樹的樹節點關連，如圖 10 所示，

雜湊表儲存串流序列，每個欄位皆會有一個鏈

結串列，鏈結串列中的每個鏈結會指向辭彙樹

中的節點，利用序列雜湊表的特性，在搜尋頻

繁序列樣式上可以直接透過序列雜湊表搜尋

到串流序列後，再依其鏈結串列直接找到頻繁

序列樣式，其與直接從辭彙樹根往下搜尋相較

之下，使用雜湊表的搜尋時間會更加快速。 

最大序列樣式(Maximal Sequential Patterns)

即是在不論支持度大小的情況下，不存在比該

序列更大的超序列，即可謂該序列樣式為最大

序列樣式。在串流雜湊表的鏈結串列中，為了 



 

  

  

  

  

  

  

  

  

  

  

  

  

  

  

 

節省空間的使用，所以僅保留住最大頻繁序列

樣式，例如：<(a)(c)>與<(ab)(c)>存在時，其會

刪除<(a)(c)>的連結，並保留著<(ab)(c)>。因

此，串流雜湊表的鏈結串列亦會隨著框架的移

動和序列辭彙樹的更新而更新雜湊表和鏈結。 

 

 

圖 10  串流雜湊表範例 

 

3.3.4  漸進式跨串流序列樣式探勘演算法 

 

圖 11 為本研究之漸進式跨串流序列樣式

探勘演算法(稱之為 IAspam 演算法)，演算法的

參數定義如下: 

 SWi 為第 i 個移動框架。 

 

 

圖 9  W2 之頻繁序列辭彙樹範例 

 min_sup 為最小支持度。 

 CID 為顧客編號。 

 S 為串流編號。 

 CI 為候選項目集、CP 為候選序列。 

 k-item 為項目長度 k 之項目。 

 CS 為顧客序列表，以暫時儲存顧客資料。 

 L-tree 為辭彙樹。 

 FASP 為頻繁序列樣式。 

 Stp 為串流序列樣式。 

IAspam 演算法的步驟分為三個部份。第

一部份是轉換成位元映射表示法(圖 11 的 Step 

2)。這個部份是將顧客交易資料轉換成位元映

射矩陣。第二部份是漸進式探勘跨串流序列樣

式(圖 11 的 Step 3-5)，將候選序列對映至位元

矩陣，找出頻繁跨串流序列樣式。第三部份則

是建置序列辭彙樹與串流雜湊表並且遞減支

持度(圖 11 的 Step 6-7)，將所找到的頻繁序列

樣式儲存至序列辭彙樹中，並且使用串流雜湊

表鏈結至辭彙樹節點，以快速搜尋跨串流序列

樣式。以下是 IAspam 演算法詳細步驟說明： 

Step 1：將框架內的串流資料以轉換成顧客序

列表，資料格式為(Si,Isi)，Si 代表串

流，Isi 代表 Si 串流所屬之項目集。 



 

Algorithm: IAspam 

Input：SWi , min_sup, CID, S, I, k-item, CS, 

L-tree 

Output：FASP, StP 

 

1. transform the transation data of SWi  into 

CS ; 

For each I do store it into CS order by CID; 

   For each CID do store customer 

information as (Si, Isi); 

2. For CS do turn it into bit-vector with three 

column for each k-item; 

   If the Isi exist in k-item then 

      set bit 1; 

   else set bit 0; 

record (SC1 ,SC2, SC3) and store into bit-vector 

matrix; 

3. For each 1-item do count support with the 

same Si and store into L-tree with 

[Si:sup(Isi)]; 

4. For each node of L-tree  

If the stream of 1-item is frequent then  

do I-step then S-step and count support; 

5. If sup(CI) and sup(CP) ≧ min_sup then 

       add the FASP and StP into the L-tree; 

    else eliminate it; 

6. For each StP of the L-tree do  

insert it into stream hash table;   

construct the linked list to link to node 

of L-tree; 

maintain the maximal frequent patterns; 

7. For each FASP do insert new FASP into  

L-tree or update support of node or decay the 

weight of FASP in L-tree; 

return; 

圖 11 漸進式跨串流序列樣式探勘演算法 

 

 

Step 2：將顧客序列表轉換成位元映射表示

法，有存在的項目設為 1，否則設為 0，

並將所轉換的位元資料儲存至顧客位

元映射矩陣，並且記錄(SC1,SC2,SC3)，

各三個時間欄位之 SID。 

Step 3：計算同一個串流中的 1-項目集支持度，

以[Si:sup(Isi)]的資料格式儲存至序列

辭彙樹 L-tree 中之第一層樹節點。 

Step 4：針對各串流頻繁的 1-項目進行 I-step

與 S-step 來產生候選鍵。 

Step 5： 將每一個延伸項目和延伸序列對映至

顧客位元映射矩陣，檢查其是否存

在，如果該項目存在，則對延伸項目

尋找在不同個項目而在同一個時間

點並且是同一串流的位元 1 計算其支

持度；對序列項目尋找在不同項目而

在不同個時間點並且前序(prefix)是

同一串流的位元 1，後序(postfix)是同

一串流的位元，並計算其支持度，支

持度大於 min_sup 則新增頻繁跨串流

序列樣式(FASP)和串流序列(StP)至

序列辭彙樹中。 

Step 6：產生串流雜湊表，將 StP 儲存至串流雜

湊表，並且產生鏈結串列鏈結至序列

辭彙樹中的節點，僅保留最大序列樣

式之鏈結。 

Step 7：進行序列辭彙樹更新，辨識後續框架

的探勘結果，如果為新序列則新增節

點，如為已存在序列則更新節點，如

果節點未被更新則以權重值遞減支

持度。 

4. 結論 

本研究提出的 IAspam 演算法，與一般的

多重資料串流序列樣式探勘演算法的差異在

於其是探勘介於串流與串流之間的跨串流序

列樣式。此研究著重於探勘新類型的序列樣

式，不僅找出交易資料的序列樣式也找出串流



 

之間的序列樣式。此外，IAspam 演算法使用位

元映射方式使得在效能方面能降低其時間與

空間的耗費。 
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